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基于细化聚合多频特征的图像超分辨率研究
吴大荣，胡仕刚
(湖南科技大学 信息与电气工程学院，湖南 湘潭 411201)

摘  要：基于Transformer的方法在提取全局上下文方面表现优异，且在单图像超分辨率（SISR）方面拥有显著效果，但因其主要功能是捕获全局特征，这使得它更注重于捕获低频信息，从而忽略了对于高频特征的提取。为解决这一问题，提出了一种集成卷积和Transformer结构优势的多频特征聚合网络(MFAN)。该网络由3个重要模块组成：用于提取全局上下文的耦合自注意Transformer（CSAT）、用于提取并增强高频信息的高频增强模块（HFEM），以及用于细化全局特征的细化融合模块（RFM）。通过实验得知，与其他的SR方法相比，所提出的多频特征聚合网络显著提高了分辨的视觉效果和图像质量。
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Research on Image Super Resolution Based on Refinement Aggregation of Multi Frequency Features

WU Darong，HU Shigang
(School of Information and Electrical Engineering，Hunan University of Science and Technology，Xiangtan Hunan 411201，China)
Abstract：The Transformer based method performs well in extracting global context and has significant performance in single image super-resolution (SISR). Due to the fact that the main function of Transformer is to capture global features, it focuses more on capturing low-frequency information and neglects the extraction of high-frequency features. A solution has been proposed for this: Multi Frequency Feature Aggregation Network (MFAN), which integrates the advantages of convolution and Transformer structures. The network consists of three important modules: the Coupled Self Attention Transformer (CSAT) for extracting global context, the High Frequency Enhancement Module (HFEM) for extracting and enhancing high-frequency information, and the Refinement Fusion Module (RFM) for refining global features. Through experiments, it was found that compared with other SR methods, the multi frequency feature aggregation network proposed in this paper significantly improves visual effects and image quality.
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1  研究背景
单图像超分辨率（single image super-resolution，SISR），即从已知的低分辨率图像中恢复其对应的高分辨率图像，该任务在计算机视觉领域尤为经典。由于超分辨率拥有恢复图像纹理细节的功能，因此在医学图像增强[1]、监控视频[2]、面部识别等不同领域受到了广泛的应用。然而单个图像提供的先验信息有限，因此对于一个给定的低分辨率图像存在多个解，这是典型的不适定问题。近年来，较多研究人员提出了各种基于卷积神经网络（convolutional neural network，CNN）和视觉Transformer模型来解决这一问题。
1）基于CNN的网络。基于深度学习的超分辨率方法，比传统算法具有更好的性能，其中SRCNN（全称？） [3]的开创性工作，在SISR方面取得了重大进展，导致各种基于CNN的工作已经被提出。例如，Kim J.等[4]提出了一种利用深度网络级联20层的SR（全称？）方法，获得了良好的效果。为了获得更好的重构性能，Li F.等[5]介绍了一种涉及预定义滤波器的方法，利用递归扩张残差网络构建了空间调制机制，在聚合高频信息的同时，有效地利用了大区域的上下文信息。Hui Z.等[6]提出了一种选择性融合方法，通过引入生成对抗网络，利用级联信息多蒸馏块构建一个有效的模型，以挖掘丰富的多尺度信息，旨在追求更好的结构保存的SR重建结果。上述这些基于CNN的方法取得了较好的性能，但由于卷积神经网络的接受域有限，无法捕获全局上下文信息，不利于细小纹理的恢复。
2）视觉Transformer。Transformer中的自注意（self attention，SA）机制捕获了基本信息之间的依赖关系，可以计算单位信道和像素之间的权值，并对信道和空间维度[7]的长期依赖关系进行建模。Chen H. T.等[8]提出了一种预训练的图像处理Transformer，即在特征图处理阶段引入了一个Transformer模块，研究结果表明预训练的机制可以显著提高低水平任务的性能。Yang F. Z.等[9]提出了一种用于重构SR的纹理Transformer，该Transformer采用跨尺度堆叠的方法，以建立深度特征之间的对应关系，并传输精确的纹理特征。Lu Z. S.等[7]提出了一种高效的轻量级Transformer，它引入了信道缩放和参数共享，利用专门设计的高效Transformer和高效的注意机制以更好地平衡模型的性能和复杂性。Wang Z. D.等[10]利用Transformer构建了一个分层的编解码器网络，通过在多个尺度上恢复调制器来调整解码器的层次特征。然而，这些网络只考虑图像的全局信息，而卷积机制和注意机制[11]之间的特征提取能力存在差异，使得有效地聚合局部特征和全局特征变得困难。
为解决上述问题，本文结合CNN和Transformer结构的优势，提出了一种多频特征融合模型。该方法在考虑通道和空间域的关键信息的同时，利用Transformer较强的全局建模能力自适应地捕获全局信息和多尺度特征。具体来说，本文提出了一种耦合自注意变换器（coupled self attention Transformer，CSAT），它自适应地加权空间维度和信道维度的分支特征，将空间信息和信道信息聚合到一个单一的注意力模块中，以实现强大的全局特征表示。此外，为了充分利用图像的高频信息，还设计了一个用于提取高频信息的高频增强模块（high frequency enhancement module，HFEM），该模块通过融合基于通道注意的局部特征提取分支和基于空间注意的高频信息增强分支来增强高频信息。最后，为了防止多种频率特征信息混合导致的重叠和信息冗余，本文设计了一个细化融合模块（refine the fusion module，RFM），该模块在融合不同层次的特征信息以及在图像中捕获细节方面起到重要作用。
2  多频特征聚合网络
本文提出一种多频特征聚合网络，它除了拥有良好的全局建模能力，还可以捕获高频率的图像信息。该模型由3个关键部分组成：耦合自注意变换器、高频增强模块以及细化融合模块，各模块细节如图1所示。
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图1  多频特征聚合网络的整体结构及各个模块的细节
Fig. 1  The overall structure of MFAN and the details of each module..

2.1  网络架构


如图1a)所示，多频特征聚合网络包括：浅层特征提取层、深度特征提取层和图像重建层。首先，给定一个低分辨率（low resolution，LR）的输入图像(文中R是否实数集，若是应为正体加粗，后同)，通过一个浅层特征（shallow features，SF）提取层来提取浅层特征。其中，3为输入图像特征通道数，通常情况下输入图像特征通道数为3，故本文选择3；C为浅层特征的通道数，H和W分别为输入图像的高度和宽度。此操作表示为 

	。	(1)
式中，HSF(·)为浅层特征提取层。

上述操作将LR图像从低维空间升级到高维空间。然后，将得到的浅层特征作为下一层的输入信息，使用深度特征提取层从F0中提取深度特征，该模块由d个深度特征提取模块组成。它可被表述为

	，	(2)

式中，Fd为从第d个多频特征聚合模块（multi frequency feature aggregation module，MFAM）中提取的中间特征，且。在本实验中，d被设为4。该MFAM模块由两个耦合自注意Transformer模块（CSAT，前文为耦合自注意变换器，同一个缩写代表两个含义不合适，请斟酌后修改）堆栈组成。具体来说，CSAT是基于自适应耦合注意（adaptive coupling attention，ACA）构建的Transformer模块。MFAM和CSAT的具体结构分别如图1 b)和图1c)所示。最后，将得到的融合特征FFF作为重构层的输入，重构层由3×3卷积层和一个亚像素（pixel shuffle，PS）卷积层组成。亚像素卷积层具有更大的接受域，这提供了额外的上下文来生成更真实的细节，帮助生成更准确的高分辨率图像。重建阶段表述为

	，	(3)
式中，HPS(·)为重建层，用所有特征信息重建图像，生成最终结果ISR。
注：上述运算是否矢量运算，若是，变量符号应加粗
2.2  耦合自注意变换器（CSAT）
为了构建一种能够在空间和通道维度上同时聚集全局和局部特征的自适应交互作用的网络，本文提出了一种自适应耦合注意机制（ACA）。ACA设计的主要目的是实现空间和通道之间的信息交换的同时，还能解决Transformer对于局部信息处理的不足。因此特地引入了局部特征，并将其与全局信息自适应融合。具体的设计细节如图2所示。首先，利用窗口内的自注意机制作为一个分支，计算注意矩阵来获取全局特征。然后，将V值通过深度卷积作为另一个分支。为了使这两个特征可以更好地融合，因此在融合前分别在通道和空间维度进行交互作用。
[image: ]
图中变量符号应改为斜体
图2  自适应耦合注意
Fig. 2  Adaptive coupling attention


1）空间和通道相互作用。空间交互利用图像中的空间相关性来提高超分辨率性能，而通道交互则通过组合和调整图像的不同通道来增强图像的细节和纹理。如图2所示，首先使用卷积层来降低输入特征图的维数，从而降低了计算复杂度和参数数量；然后引入批归一化层来标准化上一层的输出，不仅可加快训练过程，而且使其更稳定；接下来使用GELU函数作为非线性激活函数，以高斯方式平滑输入，帮助学习更复杂的模式；最后，再次使用卷积层将特征映射到单通道输出。与？？的不同之处在于，信道交互模块首先执行自适应平均池化操作，将输入特征映射调整为输出大小，实现了全局信息的聚合和压缩。
2）自适应交互模块。为了解决自注意中局部特征处理不足的问题，因此将V值进行深度卷积处理。然而，该卷积分支无法有效地聚合通道和空间维度信息。所以引入了一个自适应交互模块，从空间维度或信道维度自适应地调整这两个分支的特征，使它们能够有效聚合。在自适应交互模块的处理下，这时的ACA有两个优点。首先，该方法可以更好地集成局部和全局特征，与其他简单的特征融合方法不同，该方法通过自适应交互来调整局部和全局特征，实现了更完美的特征融合。其次，在其独特的耦合注意机制下，它不仅提高了通道的交互能力，而且提高了空间表征能力，从而增强了块内通道与空间特征之间的交互作用。

如图2所示，对于给定的输入特征，使用线性投影生成查询(Q)、键(K)和值(V)矩阵。该流程的定义如下：

	，	(4)

式中：为省略偏差的线性投影。
由于自注意的重点是捕获全局特征，因此引入了3×3深度卷积和ReLU激活函数，对3个关键值（K、V、Q）的信道空间进行编码，并将局部性引入注意机制中。应用额外的注意后，增加批归一化（batch normalization，BN），进一步突出感兴趣的区域，获得更好的注意系数。最后，将从不同分支得到的注意系数与低水平特征图像逐像素相乘，以分配注意权值来定位裂纹区域。给定输入X，ACA块被定义如下：

	，	(5)

	，	(6)

	，	(7)

	，	(8)

	，	(9)

	，	(10)

	。	(11)
式(5)~（11）中：d为查询和键的维数；B为相对位置编码；CI(·)、S I(·)分别为通道和空间交互；Dconv(·)为深度卷积操作；CA(·)、SA(·)分别为通道和空间注意机制；C-AIM(·)和S-AIM(·)分别为通道和空间自适应交互。

如图1b）所示，CSAT是MFAM网络中构建全局特征提取层的核心，该模块由ACA、前馈网络（feedforward network，FFN）和LayerNorm层（LN）组成。给定一个CSAT块的输入，该块被定义为

	   	(12)
式中：ACA(·)为自适应耦合注意操作；LN(·)为LayerNorm层；FFN(·)为前馈网络。
2.3  高频增强模块（HFEM）
HFEM的目的是增强高频信息。如图3所示，首先经过一个包含ReLU激活函数的两个标准的卷积层。紧随其后的是基于通道注意的局部特征提取分支和基于空间注意的高频信息增强分支。具体来说，先将输入特征分成两部分，然后分别由两个分支进行处理。为了增强模型捕获更多高频特性信息的能力，通道注意模块利用了特性通道之间的相互依赖关系。它通过应用全局平均池化操作来聚合特征映射，从而生成通道描述符。这些描述符封装了信道特征响应的全局分布，允许网络的较底（低？）层利用来自全局接受域的信息。经过两次卷积后，将执行压缩和恢复操作。每个通道的权值描述符通过激活函数得到。为了提取高频信息，引入了空间注意模块，用高频空间信息来补充通道注意。它降低了信道本身的维数，得到了最大池和平均池的结果。然后将这些结果连接成一个特征图，该特征图通过一个卷积层来捕获二维空间中的高频信息。最后将两个分支的输出连接并输入到1×1卷积层，以彻底融合信息。
[image: ]
图3  高频增强模块
Fig. 3  High frequency enhancement module.
2.4  细化融合块（RFM）
在经过耦合自注意变换器以及高频增强模块后，由于多种注意机制的混合导致了特征的重叠和信息的冗余。因此，本文设计一个细化融合块来解决这一问题。细化融合块可以融合不同层次的特征信息以及细化从图像中捕获到的特征。
[image: ]
图4   细化融合模块 
Fig. 4   Refine the fusion module.
如图4所示，细化融合模块包含了一个轻量级细化分支，该分支从输入处的平均池化开始，然后是两个完全连接的（FC）层。在这些FC层之间插入了一个ReLU激活层。第一个FC层降低了信道维数，而第二个FC层却扩展了它。这种细化方法促进了图像中不同特征信息的融合，增强了模型的特征表达能力。接着将细化后的特征与原始特征通过一个卷积融合，再经过归一化层和ReLU激活层进行输出，得到细化融合后的特征。细化融合块采用细化调整，以结合不同尺度的上下文信息，减少特征冗余的同时提高了模型的性能。
3  实验
3.1  实验设置
在本实验中，使用数据集DIV2K作为训练数据集。DIV2K包括800张训练图像、100张验证图像和100张测试图像。数据增强的方法包括旋转90、180、270和水平翻转。为了实现测试目的，在5个SR基准数据集上将提出的多频特征聚合模型网络与其他高级SR方法进行了比较：Set5、Set14、BSD100、Urban100和Manga109。采用峰值信噪比（peak signal to noise ratio，PSNR）和结构相似度（structural similarity，SSIM）来评价重建图像的质量。对于每个训练批，从LR图像中随机裁剪16个不同大小的补丁作为输入。使用Adam优化器，通过设置1=0.9、2=0.999、=1e-8来训练MFAN。总共有300个训练时代。学习速率初始化为5e-4，每50个周期减少一半。为了保证模型的性能和参数数量，设定多频特征聚合网络包括4个多频特征聚合模型。实验部分使用PyTorch来构建模型，并在一个RTX 3090 GPU上进行训练。
3.2  与当前艺术水平的比较
[bookmark: _Hlk147405782]为了直观地演示多频特征聚合网络的性能，将其与其他先进的SR方法进行了比较，包括SRCNN [3]、VDSR（全称？）[4]、MemNet [12]、EDSR-baseline [13]、SRMDNF（全称？） [14]、IDN （全称？）[15]、CARN（全称？）、IMDN（全称？）、PAN（全称？）、ESRT（全称？） [7]、和BSRN（全称？） [16]。并且在表1和表2中提供了大量的定量比较和可视化比较结果，表1中加粗数据显示的是最好的结果。

表1  在不同方法下数据集Set5、Set14、BSD100、Urban100和Manga109上的平均PSNR和SSIM
Table 1  Quantitative comparisons of state-of-the art SR algorithm on five benchmark datasets. The best results are highlighted in bold
	method
	scale
	Set5
	Set14
	BSD100
	Urban100
	Manga109

	
	
	PSNR
	SSIM
	PSNR
	SSIM
	PSNR
	SSIM
	PSNR
	SSIM
	PSNR
	SSIM

	SRCNN
	×2
	36.66
	0.9542
	32.45
	0.9067
	31.36
	0.8879
	29.50
	0.8946
	35.60
	0.9663

	VDSR
	×2
	37.53
	0.9587
	33.03
	0.9124
	31.90
	0.8960
	30.76
	0.9140
	37.22
	0.9750

	MemNet
	×2
	37.78
	0.9597
	33.28
	0.9142
	32.08
	0.8978
	31.31
	0.9195
	37.72
	0.9740

	EDSR-baseline
	×2
	38.11
	0.9601
	33.52
	0.9195
	32.22
	0.9003
	32.23
	0.9252
	38.03
	0.9795

	SRMDNF
	×2
	37.79
	0.9600
	33.32
	0.9150
	32.05
	0.8981
	31.33
	0.9201
	38.05
	0.9752

	IDN
	×2
	37.83
	0.9600
	33.30
	0.9148
	32.08
	0.8985
	31.27
	0.9196
	38.01
	0.9749

	CARN
	×2
	37.76
	0.9590
	33.52
	0.9166
	32.09
	0.8978
	31.92
	0.9256
	38.12
	0.9756

	IMDN
	×2
	38.00
	0.9605
	33.63
	0.9177
	32.19
	0.8996
	32.17
	0.9283
	38.88
	0.9774

	PAN
	×2
	38.00
	0.9605
	33.59
	0.9181
	32.18
	0.8997
	32.01
	0.9273
	38.70
	0.9773

	ESRT
	×2
	38.03
	0.9600
	33.75
	0.9184
	32.25
	0.9001
	32.58
	0.9318
	39.12
	0.9774

	BSRN
	×2
	38.10
	0.9610
	33.74
	0.9193
	32.24
	0.9006
	32.34
	0.9303
	38.88
	0.9773

	MFAN(ours)
	×2
	38.11
	0.9612
	33.78
	0.9202
	32.28
	0.9011
	32.62
	0.9321
	39.16
	0.9782

	SRCNN
	×3
	32.75
	0.9090
	29.30
	0.8215
	28.41
	0.7863
	26.24
	0.7989
	30.48
	0.9117

	VDSR
	×3
	33.66
	0.9213
	29.77
	0.8314
	28.82
	0.7976
	27.14
	0.8279
	32.01
	0.9340

	MemNet
	×3
	34.09
	0.9248
	30.00
	0.8350
	28.96
	0.8001
	27.56
	0.8376
	32.51
	0.9369

	EDSR-baseline
	×3
	34.37
	0.9270
	30.28
	0.8417
	29.09
	0.8052
	28.15
	0.8527
	33.45
	0.9439

	SRMDNF
	×3
	34.12
	0.9254
	30.04
	0.8382
	28.97
	0.8025
	27.57
	0.8398
	33.00
	0.9403

	IDN
	×3
	34.11
	0.9253
	29.99
	0.8354
	28.95
	0.8013
	27.42
	0.8359
	32.71
	0.9381

	CARN
	×3
	34.29
	0.9255
	30.29
	0.8407
	29.06
	0.9034
	28.06
	0.8493
	33.50
	0.9392

	IMDN
	×3
	34.36
	0.9270
	30.32
	0.8417
	29.09
	0.8046
	28.17
	0.8519
	33.61
	0.9445

	PAN
	×3
	34.40
	0.9271
	30.36
	0.8423
	29.11
	0.8050
	28.11
	0.8511
	33.61
	0.9448

	ESRT
	×3
	34.42
	0.9268
	30.43
	0.8433
	29.15
	0.8063
	28.46
	0.8574
	33.95
	0.9455

	BSRN
	×3
	34.46
	0.9277
	30.47
	0.8449
	29.18
	0.8068
	28.39
	0.8567
	34.05
	0.9471

	MFAN(ours)
	×3
	34.52
	0.9281
	30.49
	0.8451
	29.19
	0.8073
	28.46
	0.8576
	34.07
	0.9481

	SRCNN
	×4
	30.48
	0.8626
	27.50
	0.7513
	26.90
	0.7101
	24.52
	0.7221
	27.58
	0.8555

	VDSR
	×4
	31.35
	0.8838
	28.01
	0.7674
	27.29
	0.7251
	25.18
	0.7524
	28.83
	0.8870

	MemNet
	×4
	31.74
	0.8893
	28.26
	0.7723
	27.40
	0.7281
	25.50
	0.7630
	29.42
	0.8942

	EDSR-baseline
	×4
	32.09
	0.8938
	28.58
	0.7813
	27.57
	0.7357
	26.04
	0.7849
	30.35
	0.9067

	SRMDNF
	×4
	31.96
	0.8925
	28.35
	0.7787
	27.49
	0.7337
	25.68
	0.7731
	30.09
	0.9024

	IDN
	×4
	31.82
	0.8903
	28.25
	0.7730
	27.41
	0.7297
	25.41
	0.7632
	29.41
	0.8942

	CARN
	×4
	32.13
	0.8937
	28.60
	0.7806
	27.58
	0.7349
	26.07
	0.7837
	30.47
	0.9079

	IMDN
	×4
	32.21
	0.8948
	28.58
	0.7811
	27.56
	0.7353
	26.04
	0.7838
	30.45
	0.9075

	PAN
	×4
	32.13
	0.8948
	28.61
	0.7822
	27.59
	0.7363
	26.11
	0.7854
	30.51
	0.9095

	ESRT
	×4
	32.19
	0.8947
	28.69
	0.7833
	27.69
	0.7379
	26.39
	0.7962
	30.75
	0.9100

	BSRN
	×4
	32.35
	0.8966
	28.73
	0.7847
	27.65
	0.7387
	26.27
	0.7908
	30.84
	0.9123

	MFAN(ours)
	×4
	32.42
	0.9001
	28.82
	0.7863
	27.73
	0.7412
	26.46
	0.7961
	30.91
	0.9142



1） 定量结果。表1显示了×2、×3和×4下的5个基准数据集的图像SR结果。如表1所示，MFAN在所有数据集上的表现都显著优于其他方法。这些比较结果表明，与以往基于CNN和Transformer的方法相比，充分整合局部细节和全局特征、充分融合多频特征，可以有效地提高图像重建的质量。
2）视觉效果。表2显示了MFAN和其他方法之间的3种可视化比较结果。
表2  MFAN在BSD100, Urban100 和 Set5×4数据集上与其他SR方法的可视化结果比较
Table2  Visual comparison of MFAN with other SR methods on BSD100, Urban100, and Set5 × 4 datasets
	方法
	Img014
	baby
	223061

	
	[image: ]
	[image: ]
	[image: ]

	HR
	[image: ]
	[image: ]
	[image: ]

	VDSR
	[image: ]
	[image: ]
	[image: ]

	IDN
	[image: ]
	[image: ]
	[image: ]

	IMDN
	[image: ]
	[image: ]
	[image: ]

	PAN
	[image: ]
	[image: ]
	[image: ]

	ESRT
	[image: ]
	[image: ]
	[image: ]

	BSRN
	[image: ]
	[image: ]
	[image: ]

	MFAN
	[image: ]
	[image: ]
	[image: ]


表2中，原始图片“img014”、“baby”和“223061”分别来自Urban100、Set5和BSD100。经过放大处理，可以看到从MFAN重建的SR图像的条纹和线比其他方法的更接近原始HR图像。这种视觉比较可以进一步证明MFAN的有效性。
总的来说，定量结果和主观视觉效果都表明，MFAN优于其他已有先进的超分辨率模型。
3.3  消融研究
在本节中，还要对MFAN网络中的每个模块进行消融实验，以验证其有效性。为了进行科学有效的比较，因此对所有模型都有一致的基本架构和参数设置，使用基准数据集DIV2K训练MFAN模型，并对两个数据集进行了×4SR测试：BSD100和Manga100，并进行了300次迭代，所得结果见表3。
表3 在使用×4SR的3个基准数据集上的DBFA中不同基本块的PSNR/SSIM比较
Table 3  PSNR/SSIM comparison of different basic blocks in the MFAN on the 2 benchmark datasets with  SR
	Scale
	Different components
	BSD100
	Manga109

	
	CSAT
	HFEM
	RFM
	PSNR
	SSIM
	PSNR
	SSIM

	×4
	√
	√
	√
	27.73
	0.7412
	30.91
	0.9142

	
	√
	√
	
	27.62
	0.7389
	30.79
	0.9102

	
	√
	
	√
	27.67
	0.7395
	30.83
	0.9119

	
	
	√
	√
	27.60
	0.7387
	30.46
	0.9086


如表3所示，先首先用Swin Transformer替换了CSAT模块，并介绍了不同注意机制的影响。然后，通过添加或删除HFEM和RFM模块来评估其有效性。最后，进一步证明了该体系结构的有效性。（分析太简单了点，最好结合表中数据加大论述）
3.4  复杂性分析
在图像超分辨率的研究领域中，除了优化模型的性能外，还应考虑模型的复杂度和计算量。因此，实验还进一步比较了MFAN的计算参数和性能与几种常见的图像SR方法和在×4尺度上？（此处描述有点费解，请斟酌）。图5显示了Set5上的PSNR与不同模型的参数数量的比较。比较模型包括VDSR、DRCN、SRMDNF、CARN、FALSR-A、ESRT和MFAN。
[image: ]
图5 在Set5数据集上与其他网络的性能和
模型复杂度的比较结果
Fig. 5   Comparison of performance and model complexity with other networks on the Set5 dataset.
如图5所示，与VDSR和ESRT方法相比，MFAN在相同参数的情况下提高了网络性能。与其他方法相比，MFAN模型的参数在远小于他们的情况下取得了更显著的SR性能。这些比较结果表明，MFAN在模型的复杂性和性能之间均取得了更好的平衡。
4  结语
本文提出了一种细化冗余特征并融合高频信息的多频特征聚合模型，用于图像的全局远程依赖建模。具体来说，本研究使用耦合自注意Transformer作为基本模块，以增强块内通道与空间特征的交互，激活更多像素，提高图像超分辨率的效果。此外，本研究中设计了用于提取高频信息的高频增强模块，即通过在Transformer模块旁并联一个高频增强模块，以弥补Transformer无法提取高频特征的缺点，突出更重要的信息。然后使用细化融合模块来融合不同层次的特征信息，以及细化从图像中捕获到的特征，以便更好地聚合多频特征。大量的实验结果表明，多频特征聚合模型比之前的方法具有更好的性能。
然而，与基于卷积神经网络的方法相比，仍然具有相对较高的计算复杂度。因此，未来的工作将集中于提高多频特征聚合模型的计算速度，并且尽可能地最小化计算复杂度。
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