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[bookmark: OLE_LINK3][bookmark: OLE_LINK20][bookmark: OLE_LINK8][bookmark: OLE_LINK1]摘  要：在线推荐系统在个性化学习路径设计中起着关键作用。然而，传统的推荐算法往往采用固定的权重设置，无法灵活适应用户的兴趣变化。为解决这一问题，本文提出了一种融合加权辅助任务感知的多任务推荐算法(Multi-task recommendation algorithm for weighted auxiliary task awareness,WAA-TA)，旨在提高推荐系统的准确性和个性化程度。动态调整任务权重，并利用任务集合来代表用户在不同生命周期阶段的学习需求，以提高推荐系统的准确性和个性化程度。为了验证算法的有效性，在Edx和MOOCCube两个数据集上与6个基线算法做对比实验，实验表明，本算法在各项评估指标上表现优越，尤其在提高用户满意度和推荐准确性方面有显著效果。
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Abstract: Online course recommendation system plays a key role in personalized learning path design. However, traditional recommendation algorithms often adopt fixed weight Settings, which cannot flexibly adapt to the changes of users' interests. In order to solve this problem, a new WAA-TA (Multi-task recommendation algorithm for weighted auxiliary task awareness) algorithm is proposed to improve the accuracy and personalization of the recommendation system. Dynamically adjust task weights and use task sets to represent users' learning needs in different life cycle stages to improve the accuracy and personalization of the recommendation system. In order to verify the validity of the model, the Edx and MOOCCube datasets were compared with 6 baseline models. The experiments show that the proposed algorithm performs well in various evaluation indexes, especially in improving user satisfaction and recommendation accuracy.
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引言
[bookmark: OLE_LINK7]随着数字化时代的迅猛发展，个性化推荐系统已成为连接用户与海量信息资源的桥梁，其重要性不言而喻。然而，面对信息爆炸式增长，用户常常陷入资源过载、信息迷航的困境，加之内容与需求的频繁不匹配以及广告侵扰等问题 [1]。使得推荐系统的准确性和个性化水平成为亟待解决的关键问题。传统推荐系统普遍采用固定权重设置，难以灵活适应用户兴趣的动态变化，这导致推荐效果的不尽如人意。因此，本研究针对这一问题，引入了多任务学习的思想提出了一种融合加权辅助任务感知的多任务推荐算法(WAA-TA)。旨在引入多任务学习中的特征分解和动态权重机制，提升推荐系统的灵活性和个性化，从而为用户提供更加精准、高效的推荐服务。
本文主要工作内容如下：
[bookmark: OLE_LINK9]1.利用多任务学习中task的特征分解，通过把具体task任务分离成具体的指标，增强推荐的准确性，从而减少负迁移带来的影响。
2.在辅助任务阶段，引入动态平衡权重，针对共享参数不同的目标自适应平衡，相比任务损失固定的权重更加灵活。
3.本文算法将多任务特征分解与动态权重相结合来提升推荐性能，并在2个数据集上进行验证，实验结果表明，所提出的算法相对于基线算法有更优秀的表现，证明了WAA-TA算法的有效性。
本研究的重要性和意义在于：通过特征分解，将复杂的推荐任务细化为具体指标，有助于减少负迁移效应，提高推荐的准确性。其次，通过动态权重机制的引入，使得推荐系统能够根据不同用户、不同时间段的兴趣变化自适应调整权重，增强了系统的灵活性和适应性。最后，本研究的成果不仅丰富了推荐系统的理论体系，也为实际应用提供了有效的技术支持，具有广泛的应用前景和社会价值。
相关工作
传统推荐系统的权重处理
传统的推荐系统通常采用静态权重分配策略来平衡不同任务，这在用户兴趣变化频繁的环境下显得不够灵活。例如，协同过滤方法虽然考虑了用户历史行为，但未能充分应对兴趣的动态演变 [3]，佘学兵等人通过知识图谱挖掘用户语义信息，提升了推荐的语义辅助能力，但仍然受限于静态权重的调整[4]。这些方法往往局限于静态权重的调整。未真正考虑到用户兴趣随时间动态变化。另一方面，一些研究尝试通过深度学习等方法进行特征融合，如刘震等人结合序列相似度匹配（sequence similarity matching,SSM）算法和Doc2Vec模型，优化了序列相似度匹配过程[5]，但未充分考虑权重的动态适应性。
 多任务学习在推荐系统中的应用
多任务学习已经在推荐系统领域取得了一些显著的成果。研究者们通过在模型中引入多个任务，尝试捕捉用户在不同情境下的兴趣变化。大多现有的多任务学习方法对任务之间的关系缺乏细分深入研究。方宝等人利用FLFM模型融合多模态信息，采用多任务学习，预测推荐评分[6]。然而，现有方法在任务间的精细关系研究方面尚待深入，特别是在任务细分上缺乏突破。
WAA-TA算法的独特性在于它结合了传统推荐系统的权重处理和多任务学习的优点。通过特征分解和动态权重调整，算法能够在辅助任务阶段自适应地平衡不同目标，避免了任务损失固定权重的局限。此外，算法设计的任务集可以更好地适应用户的学习生命周期，提高推荐系统的个性化水平和适应性。
方法
多任务学习算法 (WAA-TA)
[bookmark: OLE_LINK12]WAA-TA算法基于多任务学习框架，旨在通过动态平衡辅助任务的梯度幅度。在任务方面创建共享表征，通过多层提取的方式细化表征。提高目标任务的测试准确性。算法结构如图1。

[image: 整体框架图]
图1  WAA-TA的整体架构
Fig.1 The overall architecture of WAA-TA
该算法的伪代码如下：
	WAA-TA框架

	1：给定一个预测任务集： 

	2：初始化实体和关系向量

	3：for 每个三元组(h, r, t) in 预测任务集do

	4:    将头部实体 h 和尾部实体 t 映射到关系空间

	5:    计算投影向量：

	6: end for

	7: for 每个与预测任务集相关实体  do

	[bookmark: OLE_LINK39]8:    计算关系注意系数： 	

	9:    归一化关系注意系数：

	10:   聚合邻域信息： 

	11:   更新实体表示：

	12: end for

	13: 计算用户实体表示和配方实体表示的内积匹配分数 



输入层
给定一个K-task组成的预测任务集，由n条交互记录组成，其中和表示第个用户项。每条数据记录有个0-1的二进制标签yk。
嵌入层
[bookmark: OLE_LINK32][bookmark: OLE_LINK34][bookmark: OLE_LINK25][bookmark: OLE_LINK24][bookmark: OLE_LINK28][bookmark: OLE_LINK26][bookmark: OLE_LINK35]嵌入层是将实体和边转换成向量的过程。本算法基于预测任务集的数据，识别并提取出所有的实体，首先初始化实体和关系的向量。然后利用知识图嵌入对向量表示进行更新。本文采用TransD[7]作为知识图嵌入方法，将CRKG(Contextual Relationship Knowledge Graph)中的实体和边嵌入到连续向量空间中，同时保留其结构信息。给定一个三元组，他们的向量包含、、、、、和下标表示投影向量。、、、，而、。TransD将头部实体h和尾部实体t映射到由实体和三元组中的关系构成的公共空间中，使用两个映射矩阵组成和。通过构造投影矩阵将头部实体h和尾部实体t映射到关系空间，如公式(1)所示。

		
[image: Trans]
图 2 Trans图解
Fig.2 Trans Diagram
在式(1)中，和分别表示关系空间中的头部实体h和尾部实体t的表示。三元组的似然性得分g由式(2)得出。其中较高的分数指示更合理的嵌入，而较低的分数指示更不合理的嵌入。

		
消息传递层
该层构建了一个知识感知的注意图卷积神经网络，该网络通过消息传递更新实体表示在消息传递层[8]，CRKG中的每个实体将其表示广播给与其直接相连的一阶邻域实体，并从其邻域实体接收信息[9]。实体的一阶邻域是指与其直接相连的实体，高阶邻域是指与其间接相连的实体。在一层消息传递中，CRKG中的所有实体将接收到的邻域信息集成以生成新的表示。通过叠加多层这样的操作，每个实体都可以从高阶邻域接收信息，从而捕获实体之间的高阶相似性。
消息传递的第一阶段是接收来自相邻节点的消息。CRKG上的实体e传播邻域信息的计算方法定义为公式(3)。

		
[bookmark: OLE_LINK40]表示实体e的邻域信息，N(e)表示实体e的所有邻域实体的集合，表示相邻实体t的表示，是实体e和实体t在关系下的归一化关系关注系数r。实体e的所有相邻实体的表示乘以归一化的关系注意系数和求和得到实体e的邻域信息。关系注意系数的定义如公式(4)所示。

		
使用softmax函数对与实体e连接的所有相邻实体的关系注意系数进行规范化，如公式(5)所示。关系关注度系数反映了实体接收到相邻实体的信息时，相邻实体的重要程度不同。

		
在获得实体e的邻域的所有信息后，对信息进行聚合。将实体e的邻域信息与实体e自身的表示进行聚合，更新实体e的表示。本文采用双向交互的方式对邻域信息进行聚合，可以全面捕捉和处理实体之间的交互信息。具体聚合公式如式(6)所示。

		
矩阵，是可训练的参数矩阵,算子表示向量之间的元素乘法。使用LeakyReLU激活函数。经过一层消息传递后，更新实体表示，抽象为公式(7)。

 		
算法通过计算用户实体表示之间的内积来输出预测的匹配分数。用户实体表示与配方实体表示的内积越大，算法预测的用户实体表示与配方实体表示的匹配程度越高。

		
多任务学习层
2.5.1  Feature Fusion
假设为所有任务的共享信息表征，B为底层信息表征，底层的多层感知器结构由权重矩阵和激活函数组成。我们通过底层累计可以得到：

		

		
是第任务独有的信息表征，B为底层信息表征，其中为多层的数量

	 	
	    为了融合共享信息和任务独有信息，引入一个Gate权重，用于动态平衡两者的重要性。

		
其中，为Sigmoid激活函数，表示将共享信息和任务独有信息在特征维度上拼接。最终，第个任务的输入可以通过Gate权重对共享和任务独有信息进行加权组合：

[bookmark: OLE_LINK49]		
算法约束
2.6.1 特征表征正交
正交约束目的是使每个task的共享和独有两种特征表征尽可能差异化，从而提高算法对各个task之间的共性和差异性的捕捉能力。      

		
式(14)中k表示task的数量，M表示task中k的特征分解对数量，表示task k的第m个task共享的特征表征，表示task k的第m个task独有的特征表征，|为Frobenius范数。
另一种约束为辅助loss约束。其中task k的辅助loss函数为， 为task k的真实标签，而为task k中第m个独有特征表征的task预估，辅助loss的引入，可以使正交的子空间方向和task的目标保持一致性。

		
2.6.2 辅助任务约束
[bookmark: OLE_LINK50]辅助任务的目标是通过在多任务网络上训练辅助任务目标和目标任务来提高任务的测试准确性。设置是共享参数的子集，共享底部网络中多层感知器的权重矩阵。通过参与共同最小化目标任务损失、辅助任务损失和特征表正交约束来学习。

		
通过学习率的梯度下降来更新。

		
其中t代表小批次的第t次训练迭代(t=1,2,...,t)，是的梯度，其中是目标和辅助损失的每个梯度之和。

		
实验设计
数据集
[bookmark: OLE_LINK11]为了保证算法评估的公平性和有效性，本实验采用MOOCCubeX和Edx数据集进行本文的实验。MOOCCubeX 数据集是一个大规模的在线教育数据集，它收集了来自多个 MOOC 平台的学生学习行为数据。MOOCCubeX包含了超过2.96亿条关于3,330,294名学生的原始行为数据。Edx 数据集来源于 Kaggle 平台。Edx数据是基于Kaggle上关于2012-2016年Harvard与MIT在EdX平台所开设的在线课程的详尽数据报告。包含了290门在线课程，吸引了超过450万名学员参与学习。数据集的基本信息表如表1：
表 1  数据集统计信息
Table 1 Dataset statistics
	数据集
	MooccubeX
	Edx

	users
	3330294
	4500000

	courses
	4216
	756

	Iteraction
	23615324
	7588365

	Sparsity/%
	99.95
	99.89


本文将随机选取每个数据集中60%的交互作为训练数据集，其中20%作为验证数据集，另外20%作为测试数据集。
评估指标
本研究采用了基于 Top-K 推荐的评测方法。在评估算法性能时，我们引入了召回率（Recall@k）和归一化折损累计增益（NDCG@k）作为主要评测指标。其计算公式为式(19)：

		
其中R(u)表示根据用户在训练集上的行为做出的Top-K推荐列表，而T(u)则表示系统向用户推荐后，用户实际选择的集合。而归一化折损累计增益（NDCG@K）则考虑了用户对推荐物品的相关性分数和排序顺序，其计算公式为式(20)：

		
其中取值范围为[0,1]，越大效果则越好，表示item(i)相关性得分，表示结果按真实相关性从大到小排序，返回由前k个结果组成的推荐列表。
[bookmark: OLE_LINK53]对比算法
为了评估该算法性能，本实验选取以下算法作为对比算法： 
1.MMoE[10]：首次提出拆分信息表征的方法，实现了task输入的差异化。
2.PLE[11]：对信息表征做了更细致和更具区分性地拆分。
3.FDN[12]：在CGC思路的基础上，对信息表征的拆分进一步细化和差异化，并对信息表征的学习引入了更强的约束，提高共享和独有的信息表征在空间上的正交性。
4.ESMM[13]：利用转化行为对点击行为的依赖性，对CTR和CVR任务进行级联，隐式地将CVR任务的建模空间变成曝光空间，解决了CVR任务在训练和推理空间不一致的问题。
5.ESM2[14]：ESMM的升级版，根据行为的依赖性建模，对行为依赖路径进行了更细化的拆分。
6.CTCVR[15]：从曝光到产生特定行为的转化。
实验设置
本实验在 Ubuntu 22.04,Intel(R) Core(R) i5 12490FCPU @ 3.60GHz, 512GB ,RTX3090 的环境下进行。本实验使用Adam优化器进行优化,具体配置详情见表2：

表 2 具体配置详情表
Table 2 Configuration details
	数据集
	[bookmark: OLE_LINK13]MOOCCubeX，Edx

	学习率
	0.0002

	专家神经元个数
	32

	任务数
	2

	训练批次大小
	1024


	训练轮次
	20

	迭代次数
	400


实验结果和分析
基线对比
如表3所示，在对比了多种基线算法之后，WAA-TA在MOOCCubeX和Edx数据集上的Recall和NDCG性能指标上均展现了优秀的效果，这些算法包括MMoE、PLE、FDN、ESMM、ESM2、CTCVR等，他们各自在不同的数据集和应用场景中都有一定的优势。
[bookmark: OLE_LINK14][bookmark: OLE_LINK15]MOOCCubeX的平均提升为4.75%，提升最高为Recall@50和NDCG@10，提升效果为13.30%和9.57%。但在NDCG@50上CTCVR表现非常突出，达到了0.1694，而WAA-TA为0.1635。性能相比下降3.48%。此结果表明WAA-TA能够更全面地涵盖潜在物品，但在Top 50的排序准确性上有所牺牲。而Edx数据集的平均提升为3.39%，从实验结果上来看，在Recall@10和Recall@50上，WAA-TA表现较好，提升有8.60%和6.67%。在排序相关结果方面ESM2和WAA-TA做得较好。而在NDCG上，WAA-TA算法稳步上升。总体而言，WAA-TA算法比基线算法更有竞争力且效果更为优秀。


表 3 算法性能比较
Table 3 Model performance comparison
	Dataset
	Metric
	MMoE
	PLE
	FDN
	ESMM
	ESM2
	CTCVR
	WAA-TA
	Improv

	MOOCCubeX
	Recall@10
	0.0623
	0.0567
	0.0765
	0.0821
	0.0964
	0.1171
	0.1189
	+1.53%

	
	NDCG@10
	0.0465
	0.0432
	0.0659
	0.0598
	0.0768
	0.1065
	0.1167
	+9.57%

	
	Recall@20
	0.0964
	0.0864
	0.0964
	0.1156
	0.1347
	0.1367
	0.1465
	+6.51%

	
	NDCG@20
	0.0689
	0.0564
	0.0795
	0.0716
	0.0975
	0.1246
	0.1259
	+1.04%

	
	Recall@50
	0.1156
	0.1236
	0.1264
	0.1394
	0.1532
	0.1567
	0.1776
	+13.3%

	
	NDCG@50
	0.0836
	0.0864
	0.0935
	0.0967
	0.1084
	0.1694
	0.1635
	-3.48%

	Edx
	Recall@10
	0.056
	0.0543
	0.0799
	0.0982
	0.1056
	0.1186
	0.1288
	+8.60%

	
	NDCG@10
	0.0389
	0.0422
	0.0765
	0.0696
	0.0776
	0.1073
	0.1134
	+5.68%

	
	Recall@20
	0.0946
	0.0872
	0.0956
	0.1296
	0.1532
	0.1354
	0.1438
	-6.13%

	
	NDCG@20
	0.0731
	0.0571
	0.0791
	0.0861
	0.1066
	0.1304
	0.1360
	+4.29%

	
	Recall@50
	0.1343
	0.1334
	0.1253
	0.1488
	0.1552
	0.1587
	0.1693
	+6.67%

	
	NDCG@50
	0.0816
	0.0977
	0.0875
	0.1059
	0.0994
	0.1564
	0.1583
	+1.21%



根据表3可以观察出，在MOOCCubeX数据集中，WAA-TA在Recall@k中全面提升所有基线算法。而在NDCG@k中WAA-TA与CTCVR大致相当，都领先于其他基线算法。且随着k值的增大，WAA-TA的算法能力稍逊于CTCVR。在Edx中，WAA-TA在NDCG@k中同样领先于所有基线算法。而在Recall@20中，ESM2稍领先于WAA-TA算法，但在根据其他算法的对比中，发现ESM2的算法上升阶段规律性不强。如图3所述，WAA-TA比大部分基线算法均有所提升。
WAA-TA算法的出色表现主要归因于其动态调整任务权重的能力，以及利用任务集合来代表用户在不同生命周期阶段的学习需求。这种动态权重机制允许算法根据用户兴趣的实时变化进行调整，增强了推荐的个性化和准确性。此外，算法中融合的加权辅助任务感知机制，使得算法能够更有效地处理多任务学习中的信息共享与任务特异性，从而提高了推荐系统的性能。
[image: ]
图3  数据集性能指标对比
Fig.2 Comparison of dataset performance metrics

消融实验
为了验证加权辅助任务、task特征分解和特征表正交约束对本文算法WAA-TA性能的影响，本文使用WAA-TA的三个变体，且在Edx和MOOCCubeX两个数据集上做了消融实验的研究。
[bookmark: OLE_LINK16](1)WAA-TA1：在这个变体中，去掉加权辅助任务的影响。
(2)WAA-TA2：在这个变体中，去掉任务特征分解的影响。
(3)WAA-TA3：在这个变体中，去掉特征表正交约束的影响。
在图4中呈现了各变体与原算法在数据稀疏性较高的Edx数据集和MOOCCubeX数据集上的实验结果。观察可知，消融算法WAA-TA1和WAA-TA2相较于WAA-TA3存在一定的提升。然而对于原算法WAA-TA来说，两者性能上存在许多不足之处。在Edx和MOOCCubeX数据集上，去掉加权辅助任务或任务特征分解的影响（WAA-TA1和WAA-TA2）导致算法性能下降，而去除特征表正交约束（WAA-TA3）对性能影响相对较小。这表明加权辅助任务和任务特征分解是WAA-TA算法中关键的组成部分，它们协同工作以提升推荐质量。本文验证了WAA-TA算法中作为推荐任务的各个模块的设计合理性和有效性，进一步强调了这些模块的相互协作的不可或缺性。
[image: 消融实验]-
图 4 消融实验数据
Fig.4 Data from ablation experiments

优化器对比实验
为了分析不同优化器对性能的影响，本研究选取了SGD、Adagrad、RMSprop、Adam和AdamW优化器来训练WAA-TA算法，并在AEdx和MOOCCubeX两个数据集上进行实验。
[image: Edx优化器比较]
(a)Edx数据集优化器对比
[image: MOOCCubeX优化器比较]
(b)MOOCCubeX数据集优化器对比
图 5 不同优化器对比实验
Fig.5 Comparison experiments with different optimizers
通过图5的两组数据，可以推断出 Adam和AdamW具有较快的收敛速度，又因两者结合了Adagrad和RMSprop的优点，所以领先于其他优化器。SGD在收敛过程中陷入局部极小值，收敛速度相对较慢。而Adagrad与RMsprop收敛则较为缓慢。Adam和AdamW优化器在Edx和MOOCCubeX数据集上显示出了更快的收敛速度。这是因为Adam和AdamW结合了Adagrad和RMSprop的优点，能够自动调整学习率，有效避免了SGD等优化器容易陷入局部极小值的问题。
总结与展望
本研究提出了一种多任务推荐算法（WAA-TA），旨在解决个性化推荐系统中的挑战。通过引入特定于任务的特征分解、特征表征正交约束和辅助任务约束，WAA-TA能够更好地学习用户和物品之间的关系，提高推荐准确性。我们通过在Edx和MOOCCubeX两个数据集上的广泛实验，验证了WAA-TA算法在不同场景下的性能优越性。在未来将考虑从以下几个方面进行研究：(1) 将所提出的WAA-TA算法拓展到其他领域，如电子商务、社交媒体等，验证其在不同应用场景中的泛化能力。(2)研究如何融合异构信息，包括图结构、文本信息等，这要求对算法进行扩展，以便更好地理解和利用这些额外信息，从而增强推荐的多样性和准确性。以进一步提升WAA-TA算法对于用户兴趣的建模能力。
同时本文也存在一些改进方法作为下一步的研究，(1) 动态权重机制优化：尽管WAA-TA算法已经实现了动态权重调整，但进一步研究如何更精确地捕捉用户兴趣的微小变化，以及如何在不同任务之间实现更智能的权重分配，将是提高推荐质量的关键，未来使用强化学习与此方法相结合以便于达到更精确的推荐效果。(2) 构建一个能够及时收集和分析用户反馈的机制，用以持续优化推荐算法。这不仅能够提高用户满意度，还能帮助系统快速适应市场和用户偏好的变化。
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