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摘　要：提出一种基于 BERT（bidirectional encoder representations from transformers）和 TextRank 关键

词提取的实体链接方法。将 BERT 预训练语言模型引入实体链接任务，进行实体指称上下文和候选实体相关

信息的关联度分析，通过提升语义分析的效果来增强实体链接的结果。采用 TextRank 关键词提取技术增强

目标实体综合描述信息的主题信息，增强文本相似度度量的准确性，从而优化模型效果。使用 CCKS2019 评

测任务二的数据集对模型效果进行验证，实验结果表明，所提方法的实体链接效果明显优于其他实体链接方

法，能有效解决实体链接问题。
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Entity Linking Via BERT and TextRank Keyword Extraction

ZHAN Fei1, 2，ZHU Yanhui1, 2， LIANG Wentong1, 2，JI Xiangbing1, 2

（1. College of Computer Science，Hunan University of Technology，Zhuzhou Hunan 412007，China；
2. Hunan Key Laboratory of Intelligent Information Perception and Processing Technology，

Hunan University of Technology，Zhuzhou Hunan 412007，China）

Abstract：This paper proposes a method based on BERT (bidirectional encoder representations from 
transformers) and TextRank keyword extraction for entity linking. BERT pre-training language model is introduced 
into the entity linking task for an analysis of the correlation between entity reference context and related information 
of candidate entity, thus enhancing the result of entity linking by improving the effect of semantic analysis. By using 
TextRank keyword extraction, an enhancement can be achieved of the subject information of the comprehensive 
description information of the target entity, with the accuracy of text similarity measurement increased, and the effect of 
the model optimized as well. Based on the verification of the model effect by the data set of CCKS2019 evaluation task 
II, the experimental results show that the proposed method, which can effectively solve the entity linking problem, is 
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characterized with an entity linking effect which is significantly superior to that of other entity linking methods.
Keywords：entity linking；BERT pre-training language model；semantic analysis；TextRank；keyword 

extraction

1 研究背景

近年来，大规模中文通用知识图谱的发展给国内

人工智能领域的发展带来了新的机遇。实体链接作为

命名实体识别任务的后续任务，是知识图谱构建和补

全过程中的关键一环。实体链接任务的目标是将文本

中识别的实体指称和该实体指称在给定知识库中对

应的实体相关联，通常可以将实体链接分解为两个串

行的子任务：候选实体生成和候选实体排序。候选实

体生成阶段为当前实体指称过滤掉知识库中的大部

分不相关实体，得到候选实体集。候选实体集中通常

包含多于一个候选实体，在候选实体排序阶段对候选

实体集中的实体和当前实体指称进行相似度打分并

排序，得分最高的实体即为当前实体指称的目标链接

实体。实体链接任务的关键挑战即为如何有效利用实

体指称和候选实体的相关信息来对二者进行相似度

打分。

现有实体链接工作的重点集中在候选实体排序

阶段。随着深度学习的发展，深度学习技术被广泛地

应用到自然语言处理领域的多项任务中，并取得了很

好的效果。针对实体链接任务，He Z. Y. 等 [1] 提出一

种基于深度神经网络（deep neural networks，DNN）

的方法来进行实体链接，通过深度神经网络自主学习

实体和上下文的特征表示，端到端地进行实体链接，

避免了人工设计特征，当时在两个公开实体链接数

据集上取得了最先进的性能。M. Francis-Landau 等 [2]

使用卷积神经网络（convolutional neural networks，
CNN）来捕获实体指称上下文和目标实体上下文的

语义信息，并利用多个粒度的卷积来比较两者之间的

语义相似度。T. H. Nguyen 等 [3] 提出结合循环神经网

络和卷积神经网络的联合模型来同时获取实体指称

上下文局部特征和全局主题特征，用卷积神经网络获

取局部相似性，用循环神经网络获取全局一致性，该

模型在多个数据集上被证明是有效的。Liu C. 等 [4] 提

出一种新型的注意力机制来获取给定实体指称周围

重要的文本，并且结合一种前向 - 后向算法获取文本

主题信息来提高实体链接的准确率。Hu S. Z. 等 [5] 提

出具有双重注意力机制的对称 Bi-LSTM（bidirectional 
long short-term memory）模型，该模型能有效利用结

构信息和注意力机制更全面地提取实体特征，并结合

上下文特征和结构特征作为实体的特征表示。

预训练语言模型出现之前，使用深度学习方法解

决自然语言处理问题的研究思路，大多是针对特定

的目标任务来设计对应的模型。BERT（bidirectional 
encoder representations from transformers）出现之前，

已经有了一些专家学者对预训练语言模型进行了相

关研究工作，如 ULMFiT（universal language model 
fine-tuning）[6] 和 OpenAI GPT[7] 模型，但由于单向语

言模型的限制，它们不能对上下文语义信息进行充

分利用。J. Devlin 等 [8] 对现有预训练语言模型 [7] 进

行改进，提出新的预训练语言模型 BERT，目前，该

模型在许多下游任务上取得了较优效果。本研究将

BERT 引入实体链接任务中，将预训练的 BERT 语言

模型作为实体链接模型的一部分。

关键词能够反映出文本主题信息，强化文本相似

度比较的效果。将关键词提取技术加入到实体链接过

程中，辅助进行实体指称和候选实体相关信息的相似

度比较，能够增强文本相似度度量的准确性，从而优

化模型效果。TextRank 关键词提取算法将关键词提

取问题转化到图模型中进行处理，能够考虑到相邻词

的语义关系，提取出的关键词能够更好地反映文本的

主题信息。因此，本文将 TextRank 关键词提取算法

融合到实体链接过程中。

基于 BERT 模型的实体链接方法在 NLP（natural 
language processing）任务上的优秀表现和关键词提

取对文本相似度比较的强化效果，本文提出一种基于

BERT 和 TextRank 关键词提取的实体链接模型。该

模型的特点是将 BERT 预训练语言模型引入实体链接

任务，通过 BERT 来获取句子的向量表示，从而进行

实体指称和候选实体相关信息的关联度分析。同时，

使用 TextRank 关键词提取技术来获得目标实体描述

文本的关键词，作为目标实体综合描述的一部分，输

入到 BERT 中，这能够增强目标实体综合描述的主题

信息，从而优化模型的效果。

2 BERT-TextRank 模型

本研究提出基于 BERT 和 TextRank 关键词提取

的深度神经网络模型进行实体链接，模型整体结构
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图 1 基于 BERT 和 TextRank 关键词提取的实体链接网络模型

Fig. 1 Entity linking model based on BERT and TextRank keyword extraction

将实体指称上下文和候选目标实体的综合描述

用 [SEP] 分隔符隔开作为 BERT 的输入，实体指称上

下文为当前实体指称所在的句子，候选目标实体的

综合描述由关键词、实体类型和实体描述信息组成。

关键词由实体描述信息通过 TextRank 关键词提取得

到，实体类型和实体描述信息从目标知识库中获取。

然后取 BERT 输出中 CLS 位置对应的向量作为下一

个全连接层的输入，使用 sigmoid 函数进行激活，把

文本语义相似性问题抽象为二分类问题。

2.1 BERT 预训练语言模型

BERT 模型结构如图 2 所示。

图 2 所示模型借鉴了 A. Vaswani 等 [9] 提出的

“多层双向 Transformer 编码器”思想，以双向

Transformer 的 Encoder 作为模型的基本组成单元。 
BERT 模 型 虽 然 和 之 前 的 预 训 练 语 言 模 型

OpenAI GPT 一样都使用了 Transformer，但不同的

是 OpenAI GPT 模型使用的是单向的注意力机制，

BERT 模型则针对这一不足进行了改进，使用双向

Transformer 的 Encoder 作为基本组成单元，BERT 的

这种结构能够联合所有层中的左右两个方向的上下

文信息进行训练。

BERT 模型使用的 Transformer 基于多头注意力

机制（multi-head attention）。多头注意力机制的结

构如图 3 所示。

由图 3 的结构形式可知，多头注意力机制可以帮

图 2 BERT 模型结构图

Fig. 2 BERT model structure illustration
图 3 多头注意力机制结构图

Fig. 3 Multi-head attention structure mechanism

如图 1 所示，主要包括 TextRank 关键词提取部分、 BERT 层和输出层。
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助模型捕获更多层面的语义特征，将各个注意力头单

独进行计算，然后将其结果进行拼接，得到最终结果。

        headi=Attention(QW Q
i, KW K

i, VW V
i )，          （1） 

     MultiHead(Q, K, V)=
            Concat(head1, head2, …, headh)W

O。     （2）
式（1）～（2）中：Q, K, V 为输入量；

W 为变换参数。

对多头注意力的输入量 Q, K, V 分别进行线性

变换，每次线性变换的参数 W 取值不同，分别为

Wi
Q，Wi

K 和 Wi
V，线性变换得到的结果输入 Scaled 

Dot-Product Attention 中 得 到 headi， 重 复 做 h 次；

然后将 h 次 Scaled Dot-Product Attention 得到的结果

head1, head2,…, headh 进行拼接，并对拼接的结果进

行线性变换，得到多头注意力的最终结果，线性变换

的参数为 W O。

受 Y. Bengio 等 [10] 研究结论的启发，BERT 的训

练方式不同于之前的预训练语言模型，而是通过大

量未标注的百科文本语料进行训练，得到预训练语

言模型，然后根据具体需要，针对特定目标任务对

BERT 模型进行微调。新的预训练方法也是 BERT 表

现优于之前的预训练语言模型的重要因素，它不再

采用传统的单向语言模型来进行预训练，而是提出

两个新任务来进行预训练，即通过 MLM（masked 
language model）和“下一句预测”（next sentence 
prediction）两个新的任务分别捕捉词语和句子级别

的特征。

MLM 用来克服之前的预训练语言模型的单向性

所具有的局限，对于输入序列中 15% 的数据，随机

地将这些输入序列中的一部分单词用 [mask] 标记进

行遮盖，然后以预测这些被遮盖的单词为目标来对模

型进行训练，这样能够同时在左右两个方向上融合上

下文信息。通过 MLM 任务的训练，模型能够同时对

左右两侧的语义特征进行提取，通过联合所有层中的

左右两个方向的上下文信息进行训练，得到深度双

向 Transformer 转换。但是用于遮蔽单词的特殊标记

[mask] 在实际的 NLP 任务中并不存在，用从语料中

随机获取的词和预测位置的原词按照一定比例对需

要 [mask] 遮蔽的词进行替换，从而可以保证训练过

程和实际任务保持一致。用特殊标记“[mask]”来替

换 80% 的目标单词，用从语料中随机获取的一个词

来替换 10% 的目标单词，剩余 10% 的目标单词不进

行任何操作。

对于“下一句预测”任务捕捉词语和句子级别的

特征，是为了让模型能够更好地捕捉句子级别的语

义特征。每条训练数据为连续的两个句子 M 和 N，

概率为 50% 的句子 N 是原文中的正确句子，概率为

50% 的句子 N 会被替换为语料中的一条随机语句来

作为负样本进行训练，然后再做二分类来判断输入的

句子 N 是正确的还是随机产生的。

2.2 TextRank 关键词提取

使用 TextRank 算法进行关键词提取的思路是将

关键词提取问题转化到图模型中进行处理，这样能够

考虑到相邻词的语义关系。使用 TextRank 算法提取

得到的关键词能够增强句子的主题信息，从而优化文

本相似度度量的效果。

TextRank 算法是以 PageRank 算法为蓝本，针

对自然语言处理的特点进行修改而形成的。使用

TextRank 算法进行关键词提取的思路是将关键词提

取问题转化到图模型中进行处理，这样能够考虑到

相邻词语的语义关系。并根据各个词之间的相互联

系判断其对于文本整体重要性的高低，得到各个词

的重要性得分，然后根据其得分从高到低进行排序，

设定阈值 H，重要性得分较高的 H 个词即可视为提

取出来的文本关键词。将文本看成是句子集合 T={S1, 
S2, …, Sn}，其中的每个句子 Si ∈ T，又可以看作词

的集合 Si={N1, N2, …, Nm}，构建图模型 G=(V, E)，其

中 V=S1 ∪ S2 ∪…∪ Sn，当两个词共同出现在一个句

子中时，对应的节点有边，否则无边。词的重要性得

分计算方法如下：

          ，

（3）

式中：In(Ni) 是指向节点 i 的节点集合；

Out(Nj) 是节点 j 指向的节点组成的集合；

d 为阻尼系数；根据实际情况对阻尼系数进行赋

值，通常取 0.85。
在使用 TextRank 进行关键词提取时，以词为节

点，以共现关系建立节点之间的链接来进行图模型

的构建。这里的图模型与 PageRank 模型不同的是，

PageRank 构建的是有向图，而 TextRank 构建的图是

无向图。首先对图中的每个节点指定任意初始值，然

后进行迭代训练直至收敛，这样就能够计算出各节点

的最终权重。

3 实验与结果分析

3.1 实验数据

本研究采用 CCKS2019（2019 全国知识图谱与语

义计算大会）任务二提供的训练语料和知识库 [11-12]。

训练语料中每条数据包含一条文本和该文本中包含
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的实体指称，以及各个实体指称在给定知识库中对应

的目标实体。知识库中包含每个实体的别名、实体

类别和实体描述信息。本研究仅评价数据集中的非

“NIL”型实体指称，即在目标知识库中存在链接实

体的实体指称。

训练语料由训练集和验证集组成，其中训练集包

括 9 万条短文本标注数据，验证集包括 1 万条短文本

标注数据，数据通过百度众包标注生成。标注数据集

主要来自于真实的互联网网页标题数据，这些标题

数据来源于用户检索 Query 对应的有展现及点击的网

页，短文本平均长度为 21.73 个中文字符，覆盖了不

同领域的实体，如人物、电影、电视、小说、软件、

组织机构、事件等。

3.2 评价指标

实体链接评价指标选用精确率 P、召回率 R、F
值（F-score），具体说明如下：

给定输入文本集 Q，对于 Q 中每条输入文本 q，
此输入 q 中有 N 个实体指称即，Mq={m1, m2, m3, …}，
每个实体指称链接到知识库的实体编号为 Eq={e1, e2, 
e3, …}，实体链接系统输出的链接结果为 Eq′={e1′, 
e2′, e3′, …}，则实体链接的准确率 P，召回率 R 和 F
值定义如下：

                                    （4）

3.3 实验环境

本研究中的软硬件实验环境如下：操作系统为

Ubuntu16.04，GPU 显 卡 为 NVIDIA RTX 2080Ti(11 
GB)，python 版本为 3.6，tensorflow 版本为 1.12.0，
内存为 16 GB，硬盘容量为 1 TB。

3.4 参数设置

本 研 究 所 使 用 的 BERT 为 包 含 12 层 的

Transformer 的 BERTBASE，学习率为 1e-5，最大序

列长度为 512，训练 batch_size 为 4。 
3.5 实验结果

为 了 验 证 本 研 究 中 所 提 出 的 基 于 BERT 和

TextRank 关键词提取的实体链接方法的有效性，本

研究复现了经典的句子语义建模方法，如 TextRNN
和 TextRNN 方法，用 TextRNN[13] 和 TextRCNN[14] 进

行实体链接，与本文中的 BERT-TextRank 模型类似，

在这两个模型中都将实体链接中的文本语义相似性

问题抽象为二分类问题进行处理。分别将 TextRNN
和 TextRCNN 模型与 TextRank 关键词提取算法相结

合，然后进行对比实验。

3.5.1 关键词个数 K 的取值实验

分 别 使 用 TextRNN-TextRank、TextRCNN-
TextRank 和 BERT-TextRank 3 组模型进行实体链接

实验，TextRNN-TextRank 表示将 TextRNN 模型和

TextRank 关键词提取算法进行结合，其他两个模型

名称含义与其类似。K 值表示 TextRank 算法提取的

关键词个数，以步长为 1，在区间 [0, 6] 内对参数 K
做取值实验，K 值为 0 时表示不进行关键词提取。随

着 K 值的取值变化，上述 3 个模型的实体链接效果

如表 1 所示。

表 1 关键词个数 K 取值实验结果

Table 1 Experimental results corresponding with values of keywords K

模  型

TextRNN-TextRank

TextRCNN-TextRank

BERT-TextRank

参数

P
R
F
P
R
F
P
R
F

K=0

0.876 3
0.855 2
0.865 6
0.882 9
0.859 7
0.871 1
0.884 1
0.897 6
0.890 8

K=1

0.879 4
0.858 2
0.868 7
0.881 5
0.860 2
0.870 7
0.881 7
0.895 2
0.888 4

K=2

0.880 0
0.858 7
0.869 2
0.882 3
0.859 6
0.870 8
0.884 2
0.897 8
0.890 9

K=3

0.880 3
0.859 1
0.869 6
0.881 3
0.860 1
0.870 6
0.885 3
0.898 8
0.892 0

K=4

0.877 2
0.856 1
0.866 5
0.880 8
0.859 2
0.869 7
0.883 8
0.897 3
0.890 5

K=5

0.878 7
0.857 5
0.868 0
0.884 9
0.863 6
0.874 1
0.884 8
0.898 3
0.891 5

K=6

0.877 7
0.856 6
0.867 0
0.876 0
0.854 9
0.865 3
0.884 1
0.899 5
0.891 7

各模型的 TextRank 关键词个数 K 调节实验结果

如图 4 所示。

分析对比图 4a、b、c 的实验结果表明，结合

TextRank 关键词提取算法后，3 个模型的实体链接效

果都有所提高，且本文提出的 BERT-TextRank 方法

的实验效果优于其他两个模型实验结果。TextRNN-
TextRank 和 BERT-TextRank 模型在关键词个数 K=3
时 F 值达到最大，而 TextRCNN-TextRank 模型在关

键词个数 K=5 时 F 值达到最大值。
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当在 F 值达到峰值后继续增加关键词个数会导

致主题信息比较分散，从而导致 F 值有所降低。这

说明利用 TextRank 模型提取关键词，从而增强知识

库中实体描述文本的主题信息，对于实体链接是有

效的，但是不同模型对于关键词个数的敏感性不同，

模型 F 值取得峰值时对应关键词个数 K 也并不完全

相同。因此，接下来关键词个数 K 分别选取各个模

型的最佳值进行对比实验，即 K 值分别选取 3, 5, 3。
3.5.2 相似度阈值 Y 取值实验

分析实验结果发现，存在一部分实体指称在目标

知识库中对应的候选实体集合不为空，但是候选实体

集合中不存在正确的目标实体，即知识库中没有该实

体指称对应的实体，导致错误链接。

模型的输出层为全连接层，使用 sigmoid 函数进

行激活，把文本语义相似性问题抽象为二分类问题进

行处理。将模型输出值记为 y，y 即为实体指称链接

到当前目标实体的概率，也是实体指称上下文和当前

目标实体综合描述信息的相似度得分。设定相似度阈

值 Y，对其定义如下：

              （5）

当候选实体上下文与目标实体特征描述的相似

度得分 y 大于阈值 Y 时，将实体指称链接到当前实

体；当 y 小于阈值 Y 时，即认为知识库中不存在

此实体指称的目标链接实体，将其链接目标标记为

“NIL”。

由上述实验确定 TextRNN-TextRank 模型的参数

K=3，TextRCNN-TextRank 模型的参数 K=5，BERT-
TextRank模型的参数K=3后，对阈值Y进行取值实验，

实验区间设置为 [0, 0.5]，以步长为 0.1 进行 Y 取值实

验，其实验结果如表 2 所示。

c）BERT-TextRank
图 4 关键词个数 K 取值实验结果

Fig. 4 Experimental results corresponding with 
values of keyword K

表 2 阈值 Y 取值实验结果

Table 2 Threshold Y experiments results

模  型

TextRNN-TextRank

TextRCNN-TextRank

BERT-TextRank

参数

P
R
F

P
R
F

P
R
F

Y=0

0.880 3
0.859 1
0.869 6

0.884 9
0.863 6
0.874 1

0.885 3
0.895 5
0.892 0

Y=0.1

0.881 0
0.855 4
0.868 0

0.886 6
0.859 0
0.872 6

0.891 0
0.895 4
0.893 2

Y=0.2

0.881 6
0.852 1
0.866 6

0.887 6
0.853 5
0.870 2

0.894 4
0.892 2
0.893 3

Y=0.3

0.882 7
0.848 7
0.865 4

0.889 5
0.846 2
0.867 3

0.897 6
0.887 8
0.892 7

Y=0.4

0.883 8
0.843 5
0.863 2

0.892 2
0.836 3
0.863 4

0.901 1
0.882 6
0.891 7

Y=0.5

0.885 1
0.836 2
0.860 0

0.895 6
0.823 3
0.857 9

0.901 5
0.875 7
0.890 1

a）TextRNN-TextRank

b）TextRCNN-TextRank

各模型的阈值 Y 调节实验结果如图 5 所示。

分析对比图 5a、b、c 的实验结果表明，3 组模

型中的 P 值均随着 Y 值的增大呈上升的变化趋势，

而 R 值均随着 Y 值的增大呈下降的变化趋势，但是

TextRNN-TextRank 模型和 TextRCNN-TextRank 模型

的 P 值增加幅度不够大，导致其 F 值呈单调下降趋
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3.5.3 不同模型对比实验

TextRNN、TextRCNN 和 BERT 三种模型结合关

键词提取方法和设定相似度阈值前后对比实验如表 3
所示。

势，BERT-TextRank 模型的 F 值随着阈值 Y 的增大

先呈现出上升的变化趋势，在 Y 取 0.2 时其 F 值达到

最大值，然后呈下降趋势。证明随着阈值 Y 的增大，

正确链接应为“NIL”的实体指称被更多的识别出

来，实体链接准确率提高。但是一部分正确链接为

非“NIL”的实体指称因为相似度得分相对较低，在

阈值 Y 增大的过程中被链接为“NIL”，从而导致实

体链接召回率逐渐降低。在 TextRNN-TextRank 模型

和 TextRCNN-TextRank 模型中，P 值增大幅度相对

较小，而其 R 值也逐渐减小，从而导致其 F 值呈单

调下降的变化趋势。因此 TextRNN-TextRank 模型和

TextRCNN-TextRank 模型的阈值 Y 应选择 0，即不设

定阈值，但是对于本研究提出的BERT-TextRank方法，

根据实验结果选定阈值 Y 为 0.2，能够提升模型的实

体链接效果。

c）BERT-TextRank
图 5 阈值 Y 取值实验结果

Fig. 5 Experimental results of threshold Y

表 3 3 个模型结合关键词提取和阈值控制前后的实验结果

Table 3 Experimental results before and after keyword extraction with three models under threshold control

模 型

TextRNN
TextRCNN

BERT

无关键词和阈值（K=0，Y=0）
P

0.876 3
0.882 9
0.884 1

R
0.855 2
0.859 7
0.897 6

F
0.865 6
0.871 1
0.890 8

K、Y 取最佳值

P
0.880 3
0.884 9
0.894 4

R
0.859 1
0.863 6
0.892 2

F
0.869 6
0.874 1
0.893 3

对比分析表 3 的实验数据表明，3 种模型结合

TextRank 关键词提取算法和选定相似度阈值 Y 后的

F 值均比结合之前有所提升，BERT-TextRank 模型相

比 TextRNN-TextRank 模型和 TextRCNN-TextRank 模

型的 P、R、F 值也有较大提升，有效证明了本研究

构建的基于 BERT 预训练语言表征模型和 TextRank
关键词提取的实体链接模型相比较于其他模型的有

效性。

4 结语

本研究提出了一种基于 BERT 和 TextRank 关键

词提取的实体链接方法。该方法可以分为 TextRank

关键词提取和 BERT 句子相似度比较两部分。

TextRank 关键词提取部分用来提取知识库中实体描

述文本的关键词来增强文本主题信息，强化文本相似

度比较的效果。BERT 句子相似度比较部分将实体指

称的上下文和候选实体的特征描述进行相似度比较，

候选实体的特征描述由关键词、实体类型和实体描

述文本组成，关键词即为 TextRank 提取得到的结果。

实验结果证明了本文所提方法的有效性，说明加入主

题信息对于文本相似性的度量是有效果的。未来计划

借鉴 Liu Y. 等 [15] 提出的结合词嵌入和主题模型的思

想，结合主题模型和 BERT 模型，将文本主题信息融

合到句子向量表示中来进行文本相似性度量和实体

a）TextRNN-TextRank

b）TextRCNN-TextRank
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链接。
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